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摘要：针对无人机自组织网络，结合 Q-Learning 和深度神经网络，提出一种自适应退避策略，以提高基于竞争的

MAC 协议通信性能。以 Matlab 为仿真平台，仿真比较了自适应退避策略与二进制指数退避策略的性能。 
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An adaptive back-off strategy based on deep Q-Learning neural network 
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Abstract: An adaptive back-off strategy based on Q-Learning and deep neural network is proposed to improve the 

communication performance of MAC protocol based on competition for unmanned aerial vehicle self-organizing network. In 
the experiment, Matlab is used as the simulation platform to compare the performance of adaptive back-off strategy and binary 
exponential back-off strategy. 
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引  言 
无人机自组织网络由于拓扑和业务变化的多变性，常常使用基于竞争的 MAC 层协议进行通信，在

基于竞争的 MAC 层协议中，退避策略是影响协议性能的重要因素。随着近年来无线传感器网络的逐渐

发展，网络节点和业务类型不断增加，传统的退避算法如二进制指数型退避算法 BEB（Binary Exponential 
Back-off Algorithm）等在变化的网络环境下表现不佳，针对这一问题，出现许多优化 MAC 协议的退避

算法。 
Q-Learning 算法近年来被广泛应用于通信领域。文献[1-3]利用 Q-learning 算法优化退避算法中的部

分参数，如最大重传次数和最大退避次数等，取得了一定的性能提升，但是也存在着一些缺点，比如训

练效率较低，Q 表内存占用过大，查表时间过长，从而影响网络性能；同时，各个节点仅考虑自身情况，

各节点接入信道的公平性不能得到保障。 
人为设置 MAC 协议参数门限值以调整协议性能是另一种优化方法。文献[4]通过调整 MAC 层中的

重传上限次数，来降低由于不当触发 TCP 拥塞控制机制导致的性能下降。缺点是使用手动设置门限对重

传次数进行调整，不具有普适性。文献[5]充分利用了树状网络的分层以及跳数等信息，利用数学原理对

不同层的不同节点的退避窗口 CW（Contention Window）进行划分，通过仿真对比，证明了其有效性。

缺点是该方法仅针对静态网络有效，无法根据环境变化对 CW 进行动态调整。 
部分文献提出使用增强学习对网络节点接入信道的概率进行优化。文献[6]针对 p-CSMA 在认知无线

电场景中的应用提出了一种强化学习方案，网络节点在正常退避结束后，以概率 p 接入信道。文献[7]
提出了一种针对 p-CSMA 的 Q-Learning 学习策略，不同于文献[6]的场景，网络中的节点均是平等的，
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节点在没有先验网络信息的情况下，通过历史网络指标，学习出各个节点独立的策略——p 的大小，以

优化网络性能。 
目前，大部分使用增强学习的文献受限于算法复杂度和空间平稳变化的因素，仅考虑了使用

Q-Learning 算法对通信系统进行简单的参数优化，其数学建模不完备，缺乏对环境信息的利用。而在无

人机通信网络中，因其具备高速移动、拓扑变化快等特点，在通用的 Q-Learning 学习算法中，使用了有

限大小 Q 表来存储状态-动作所对应的值 Q(s, a)，因此，智能体可以存储的 Q(s, a)值是有限个数的，这

导致 Q-Learning 算法无法满足复杂网络的变化，而使用较大 Q 表存储将导致 Q 表内存占用过大，查表

时间过长，从而影响网络性能。为了解决这一缺陷，本文提出一种适用于连续状态变化的基于 Q-Learning
的深度神经网络自适应退避算法。 

1  系统模型 
 在通信系统中，网络节点能够实时统计一些通信指标，

如传输成功率和传输时延等。不同的协议参数设置将引起通

信指标的变化，与增强学习中的智能体产生动作，并从环境

中获得反馈的特征相契合。基于此，本文提出一种适用于基

于 Q-Learning 的深度神经网络自适应退避策略，该策略采

用与环境交互的方式，基于增强学习的原理，改变退避算法

的参数从通信环境中获得通信指标的反馈，并以此更新策

略，最终获取奖励最大化的退避策略。该策略使用的系统模

型如图 1 所示。 
 在系统模型中，智能体使用退避策略在环境中进行通信，获得单位时间内的通信指标及性能，智能

体将其转化为状态、奖励值，输入神经网络，神经网络输出 Q 预测值，根据 Q-Learning 算法，将期望

值、预测值、输入输出转化为向量保存在经验池中；同时，输出新的动作调整退避策略，退避策略更新

后，继续在环境中进行通信，循环往复。神经网络定时从经验池中抽取向量进行训练，提高神经网络预

测的准确度。 
1.1  退避策略 

在无人机自组织网络中，节点使用基于竞争的 MAC 协议接入信道，以 CSMA/CA 协议为例，节点

以随机的方式接入信道，为了避免冲突，节点在监听到信道空闲时，将退避一段时间，在这段时间内，

节点将持续监听信道，当整段时间内信道均为空闲时，节点接入信道并发送数据；当节点发送数据包失

败时，将根据退避策略调整退避窗口的大小，进行退避重传，重传次数到达上限时，数据包将被丢弃。

相比二进制指数退避策略，本文提出一种动态调整参数的退避策略： 
当节点通信冲突时，退避窗口 CW 按 m 倍增长；当节点通信完成时，退避窗口 CW 按 n 倍减少，其

中常数 m、n 由基于 Q-Learning 的神经网络确定，以控制退避窗口变化的速度。 
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1.2  数学模型 
基于马尔科夫决策过程，将通信系统建模如下： 
状态 S：退避算法中的参数 m、n 以及网络中的业务负载 Load。状态 S 定义为（m，n，Load），其

物理意义是在业务负载 Load 下，退避参数设置为（m，n）。本文中 m[1, 3]，n[1, 3]。业务负载 Load
具体为一跳范围内邻居节点的所有业务队列中的数据包的个数（假设每个数据包大小相同，不同大小的

业务由不同个数的数据包组成），由于网络环境的多样性，业务负载 Load 没有取值范围。 
动作 A：本模型中的动作为参数 m、n 的大小，即 A={[m1,n1],[m2,n2],···,[mk,nk]}。 
奖励R：在采取动作A后，通信系统进行单位时间的通信，得出这一段时间的传输成功率变化量PDR、

平均时延变化量 DE 以及网络负载 Load 信息，然后将这些指标与之前进行对比并归一化，为了量化节

 
 

图 1  系统模型示意图 
Fig. 1  Diagram of system model 
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点发送业务的公平性，我们使用网络负载标准差Ld并引入变异系数Cv来反映各节点网络负载的波动性，

将按比例计入 R 的计算。 

 now past now past

past past
,

PDR PDR delay delay
PDR DE

PDR delay
 

   （2） 
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 Fairness(1 ) . , [0,1]R PDR DE C               （4） 
上式中，，为奖励权重因子，表示传输成功率变化量和平均时延在奖励中的占比；PDRnow，PDRpast

分别表示当前单位时间内的传输成功率和前一个单位时间内的传输成功率；delaynow，delaypast 分别表示

当前单位时间内的平均时延和前一个单位时间内的平均时延；Ld，Loadnow 分别表示当前单位时间内的

网络负载标准差和网络负载； now
vC ， past

vC 分别表示当前单位时间内的网络负载变异系数和前一个单位时

间内的网络负载变异系数。 
转移概率 P：在本模型中，假设通过广播发送的控制信息不会丢失，且将被各节点严格执行，理想

情况下，状态转移概率全部为 1。 

2  基于 Q-Learning 的神经网络设计 
本文采用深度神经网络 DNN（Deep Neural Networks）模型进行训练，DNN 可以理解为有很多隐藏

层的神经网络，DNN 内部的神经网络层可以分为三类：输入层，隐藏层，输出层。小的局部模型与神

经网络相同，即一个线性关系 i iz x b  和一个激活函数 (z)。 
2.1  前向传播算法 

神经网络中由输入到输出使用的是前向传播算法，对于

本系统而言，输入的参数是退避算法的（m，n）参数以及业

务负载共 3 个参数，最终输出的是每个动作的 Qpredict=Q(s, a)，
根据Q-Learning的更新公式Q(S,A)←Q(S, A)+[r+maxaQ(S′, 
a)Q(S, A)]，其含义是对参数为 S,A 下的 Q 值进行更新；作

用是找出参数为 S,A 的状态下，下一步采取何种动作 a 才能

使得 Q 值最大化。当采取的动作策略逐渐最优化时，Q 值

的更新逐渐减少，即 r+maxaQ(S′, a)Q(S, A)→0，因此，期

望的训练样本输出是 Qreal= r+Q (S′, a)。 
前向传播流程如图 2 所示。 
 图 2 演示一种 3 层的神经网络，输入有 3 个参数，对应

业务负载和退避算法参数，输出为不同动作的 Q 值，对应

了动作 A 集合中的不同动作。前向传播算法的具体流程为： 
输入：总层数 L，所有隐藏层和输出层对应的矩阵W，偏移变量 b，输入值向量 x 
输出：输出层的输出 aL 
1) 初始化 a1=x 
2) for l=2 to L，计算： 

 1( ) ( )l l l l la z a b    W  （5） 
 在前向传播算法中，总层数体现了深度神经网络有多少个隐藏层数，一般情况下，隐藏层层数越多，

对结果的预测效果越好。 
2.2  损失函数 

本文使用均方差函数度量损失，对于每个样本，损失函数定义为 

 
 

图 2  神经网络前向传播示意图 
Fig. 2  Diagram of neural network  

forward propagation 
 



 
·22· 毛中杰等，基于 Q-Learning 的深度神经网络自适应退避策略 第 42 卷第 1 期 
 

 

 2
2

1( , , , ) || ||
2

LJ b x y a y W  （6） 

上式中，aL 为第 L 层的输出，即 Q 的预测值，y 为 Q 值的期望值，根据 Q-Learning 的更新公式 Q(S, 
A)←Q(S, A)+[r+maxaQ(S′, a)Q(S, A)]，与之对应，在本文中 aL=Qpredict, y=r+Q (S′, a)。其中，r 表示

奖励 R，表示折扣因子，意义为之前 state 的 Q 值对当前 Q 值的影响大小。 
2.3  反向传播算法 

为了最小化损失函数，使用批量梯度下降法作为反向传播算法，对神经网络每一层的参数W、b 进

行更新。反向传播算法流程如下： 
输入：总层数 L，以及各隐藏层与输出层的神经元个数，激活函数，损失函数，迭代步长，最大

迭代次数 MAX 与停止迭代阈值，输入的 q 个训练样本 
 1 1 2 2{( , ),( , ), ,( , )}q qx y x y x y   

输出：各隐藏层与输出层的线性关系系数矩阵W和偏倚变量 b 
1） 初始化各隐藏层与输出层的线性关系系数矩阵W和偏倚向量 b 的值为一个随机值。 
2） for iterator to 1 to MAX： 
2-1) for i =1 to q： 
a) 将 DNN 输入 a1 设置为 xi 
b) for l=2 to L，进行前向传播算法计算 

 , , , 1( ) ( )i l i l l i l la z a b    W  （7） 
c) 通过损失函数计算输出层的 i,L 
d) for l=L-1 to 2，进行反向传播算法计算 

 , 1 T , 1 ,( ) ( )i l l i l i lz     W  （8） 
2-2) for l=2 to L，更新第 l 层的W l，bl： 

 , , 1 T ,

1 1
( ) ,

q q
l l i l i l l l i l

i i
a b b   

 

    W W  （9） 

2-3) 如果所有W、b 的变化值都小于停止迭代阈值，则跳出迭代循环到步骤 3。 
3）输出各隐藏层与输出层的线性关系系数矩阵W和偏倚变量 b。 

2.4  -greedy 策略 
神经网络输出 Q 预测值后，智能体选出其中 Q 值最大的动作，使用贪婪策略-greedy 来决策下一步

采取什么样的动作。贪婪策略的作用是维持探索和利用两个过程的平衡，以的概率进行探索，即对每

个动作 a 以均等概率进行选取；以 1的概率进行利用，即采用 Q 预测值中最大值对应的动作。选择动

作的数学表达式如下： 

 

*1 , if argmax ( , )
π( | )

, otherwise

a A
a Q s a

za s

z

 




    



 （10） 

z 表示全部可选的行为，1/z 代表从 z 个行为中随机选择行为 a 的概率，
z

代表以的概率在 z 个可

选行为中选中行为 a 的概率。最好的行为 a*有两种情况下可能被选到，一是以 Q 值表选取，二是随机

选取。 
由以下公式确定： 
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 （11） 

Niteration 是迭代次数，Ndecay 是预设值，即程序迭代终止条件。随着传输数据包的数目增加，探索的

概率将逐步降低，利用的概率将逐渐增加，直至迭代终止。在仿真中，为了训练神经网络，探索的概率

应始终大于 0。 

3  仿真及结果分析 
3.1  仿真参数设置 

本文使用 Matlab 软件作为平台进行仿真性能分析，

采用的 MAC 协议为载波侦听多路访问 /冲突避免

（CSMA/CA）协议，模拟 N=100 个网络节点的通信仿真，

允许旧节点的退网以及新节点的入网，节点业务到达服

从参数为的泊松分布，仿真中不考虑路由协议带来的路

径选择问题，以及最大化退避策略带来的性能影响。神

经网络设置为 5 层，每层神经元个数为[3, 32, 64, 36, 9]，
经验池大小设置为 40，具体仿真参数如表 1 所示。 

Data_rate表示数据传输速率，以bps为单位；Packet_size
表示数据包的大小，以 bit 为单位；Slot_size 表示时隙的大小，以 s 为单位；N 表示节点数量，以个数为

单位；表示服从泊松分布的业务流的参数；Max_delay 表示数据包的最大容许时延，超过该值数据包直

接丢弃，以 s 为单位；Simulation_time 表示单次通信系统仿真的时间，以 s 为单位；Sampling interval 表
示在单次通信系统仿真中的采样间隔，采样获得的参数将存入经验池，用于神经网络的训练，以 s 为单

位。Ndecay 表示迭代次数的预设值。 
3.2  仿真结果分析 

取=0.5，=0.5，在相同的仿真参数下进行，对比了二进制指数(BEB)退避策略和基于 Q-Learning
的深度神经网络 DQN (Deep Q-Learning Neural Network)自适应退避策略的仿真性能，选取了传输成功率

和平均时延为评判指标，仿真结果如图 3、图 4 所示。 
通过图 3 和图 4 可以看出，在迭代次数较少的情况下，两种退避策略的传输成功率和时延几乎没有

差别，这表明在样本数目较少的情况下，基于 DQN 的自适应退避策略对于网络性能的提升微弱；随着

迭代次数的增加，基于 Q-Learning 的深度神经网络自适应退避策略的传输成功率高于二进制指数退避策

略，平均时延低于二进制指数退避策略，这证明了基于 Q-Learning 的深度神经网络自适应退避策略可以

改善网络的性能。而在仿真次数到达一定数量后，神经网络的训练趋于饱和，网络性能稳定下来，与预

期结果相符。 
本文同时仿真了不同奖励比例（，）下的 DQN 性能，选择训练后的传输成功率和平均时延作为

评判标准，仿真结果如图 5、图 6 所示。 
从图 5、图 6 中可以看出，所有参数下的基于 Q-Learning 的深度神经网络自适应退避策略在训练后

的传输成功率均高于训练前的传输成功率，训练后的平均时延均低于训练前的平均时延，这证明了基于

Q-Learning 的深度神经网络自适应退避策略的普适性。同时，在不同的奖励比例下，算法的性能有所差

表 1  仿真参数表 
Table 1  Simulation parameter table 

Data_rate(bps) 6*106 
Packet_size(bit) 200 

Slot_size(s) 9*106 
N 100 
 500 

Max_delay(s) 0.1 
Simulation_time(s) 100 
Sampling interval(s) 1 

Ndecay 400 
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别，证明了此算法对网络具有调控能力。 
 

 
 

图 3  DQN-BEB 传输成功率 
Fig. 3  DQN-BEB transmission success rate graph 

 
 

图 4  DQN-BEB 平均时延 
Fig. 4  DQN-BEB average delay graph 

 

 
 

图 5  DQN 传输成功率柱状图 
Fig. 5  DQN transmission success rate histogram 

 
 

图 6  DQN 平均时延柱状图 
Fig. 6  DQN average delay histogram 

4  结束语 
综合以上仿真结果可知，本文使用的基于 Q-Learning 的深度神经网络自适应退避策略在一定的迭代

次数下，可以有效改善网络的平均时延和传输成功率等性能；同时，调整奖励函数中的比例参数，可以

有效调控网络的性能，以适应不同的通信要求。本文依托于无人机配备的强大的计算资源，实施建模完

备的神经网络算法，对复杂的网络环境信息进行分析，从而进行退避策略的调整，最终获得了优秀的网

络通信性能。 
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